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Resumo

Um dos grande problemas enfrentados hoje no mundo € a elevacao
dos precos dos alimentos. Isto tem causado preocupacdes para a
populacdo em geral e também para as empresas como restaurantes que
sofrem diretamente os reflexos da variacdo no preco dos alimentos.
Atualmente o Restaurante Universitario (R.U.) da Universidade
Federal de Vigosa ndo possui um sistema que ajude na gestdo de
compras dos alimentos. O objetivo deste trabalho é utilizar a técnica
de Redes Neurais Artificiais do tipo MLP (Perceptron Multiplas
Camads) para fazer a predicdo do numero de usuarios que irdo fazer
suas refeicbes no R.U. em uma, duas e trés semanas para a
administracdo poder determinar a politica de compras de alimentos.
As redes desenvolvidas utilizam o dia da semana e os cinco dias
antaiores ao que se deseja prever. Para validar os modelos propostos
foram separados conjuntos de dados para realizacdo de comparacgoes e
analises da eficacia da nova forma de gestdo das compras.

Abstract

Nowadays, one of the major problems in the world ésrising of food
prices. The problem concerns general population and also businesses
such as restaurants that suffer directly the consequences of changes in
the food prices. Currently thhe University Restaurant (R.U.), at Federal
University of Vigosa doesiot have a system that helps in the
management to buy food. This work uses the technique of Artificial
Neural Networks MLP type (Multiple Layers Perceptron) to predict the
number of users who will have their meals in the R.U. in one, two and
three weeksts upport the administrationos
The developed networks have as input variables: day of the week and
the previous five days until the day that want to predict. Different data
were used to validate the models through comparisons aalysas of

the new management food buying benefits.
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1. INTRODUCAO

O Restaurante Universitario da Universidade Federal de Vigosa tem como objetivo
principal atender a demanda por alimentagée estudantes de graduacédo egésluacao,
nao possuindo como objetivo obter lucro pelo seu funcionamento, mas tendo que se gerir
pelos recursos arrecadados com a venda do ticket de alimentag&o.

Em 1992, o Ministério da Educacédo e Cultura extinguiu exbas destinadas aos
restaurantes universitarids RU’s, repassando para as Instituicdes de Ensino Superior a
responsabilidade do incentivo e da manutencéo desses estabelecimentos. A partir de entéo, os
subsidios para os RU’s se escassearam, repercutendoomservacdo dos utensilios,
equipamentos e edifica¢des; na qualificacdo do quadro funcional e na qualidade dos servigos
oferecidos.

O mundo atual tem enfrentado uma grave crise devido a grande elevacdo dos precos
dos alimatos, sendo que esta elevacam tem impacto direto no valor das compras
realizadas pelo R.U., de maneira que evitar o desperdicio € de vital importancia para utilizar
os recursos de maneira eficiente. Uma vez que é muito complexo ficar repassando os
aumentos para 0s adantes, pois est questdo costuma causar gramdeercucaona
comunidade estudantil.

Para utilizar os recursos de maneira eficiente é de vital importancia um sistema de
previség para auxiliar os coordenadores na tomada de decisdes a respeito da quantidade de
alimentos aserem compradapara um determinado periodo de tempo.

A previsao é um fendmeno universal utilizado em atividades cognitivas de baixo nivel
como Visdo e percepgdo, mas também em outras de alto nivel como planejamento e inferéncia,
bastante utilizadas naear de Ecoomia e Financas (SATYADAS, 1994).

Para auxiliar os coordenadores na tomada de decisdo de compras foi desenvolvido um
modelo baseado na técnica de Redes Neurais Artifig®N#s), capaz de prever para uma,
duas ou trés semanas gias pessoas indse alimentar no R.U. durante os dias da semana.

A solucdo de diversos problemas de engenharia atraves de RNAs €& bastante

interessante, tanto pela forma como sao representados internamente pela rede, como também
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pelos resuddos que gera, pois podem chegaapresentar um desempenho superior ao dos
modelos tradicionais, por exemplo, as &&d de regressao (BOCANEGRA, 2002).

Entre as diversas arquiteturas de RNAs, foram escolhidas as redes Perceptron
Multiplas Canadas (MLP).

Elas constituem os modelos d&NAs mais utilizados e conhecidos atualmente.
Tipicamente, esta argeitira consiste de um conjunto de unidades sensoriais que formam uma
camada de entrada, uma ou mais aam intermediarias (ou ocultas) de unidades
computacionais e uma camada dieladHAYKIN, 1994).

A figura 1 representa um esquema tipico de uma rede neural artificial com multiplas
camedas. As entradas sao conectadas aos elementos processadores basicos, que sao por sua

vez interconectados com elementos de outras camadas e/ou sattka da r

camada oculta

nweoepR-HZH

Figura 17 Exemplo de Rede MLP

Com os dados obtidos da coordenacéo do R.U. foi modelado o problema, definindo as
entradas para a rede. Com o vetor de dados foi realizado o treinamento, sendo que diversas
topologias de redes foram utilizadagiando o nimero de neurdnios e também a quantidade
de camadas intermediarias. O resultado final foi o desenvolvimento de 3 modelos uma para
prever o nimero de refeicdes para uma semana, outro para prever 2 semanasire@ara
fazer a previsdo de 3 semandfis de um modelo fodesenvolvido pelo fato de que os
modelos utilizarem a propria previsdo, o que paderatar em uma propagacao etoo das

previsdes. Este assunto sera tratado em detalhes no decorrer do artigo.
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2. METODOLOGIA

Para entender a@inamica de funcionamento do R.U. foram coletados os dados
referentes ao periodo de 17 de janeiro de/ 20@4 de julho do mesmo ano. Neste periodo
ocorreram feados e recessos escolares, em que o R.U. ndo funcionou. O conjunto de dados
formou um \etor can 155 dias.

Como pode ser observado na figura 2, o sistema de previsdo do R.U. nem sempre

conggue predizer de maneira eficiente o nUmero de refeigcdes a serem servidas.
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Figura 21 Grafico das refeicBes servidas e previstas

Na figura 3 € exibido o errom&e a previsdo do R.U. e o numero de refei¢cdes servidas.
Observase, pelaigura 3 a importancia de um sistema de predicéo eficiente, para evitar que
problemas como oxeesso ou a falta de comida ocorra. Esses erros causam respectivamente,
desperdicio dalimentos que ndo podem ser aremmos ou demora no atendimento, que

tem como cosequéncia grandes filas e insatisfacdo dos usuarios.
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Figura 37 Gréfico do erro entre o nimero de refei¢cdes servidas e previstas

Os dois pontos criticos observados sao:

e Previsdo de 1337 refeicdes acima do servido.

e Previsao de 477 refeicbes a menos do que foi servido.

Dos 155 diasos finais de semana foram eliminados pelo fato de ocorraresncao
muito grande no namero de refeicdes servidas, e nas simulacées iniggads® era dificil
de ser captado pelo modelo. Semanas atipicas no funcionamento do R.U. onde haviam
grandes feriados foram retirai@elo mesmo motivo anterior, sendo que restaram 102 dias
para constru¢cado do modelo.

As variaveis que foram analisadagg@rever o numero de usuarios foram o dia da
semana e os cinco dias anteriores ao dia que se deseja prever, estas variaveis formam o vetor
de entrada da rede neural.

A primeira entrada que influéncia o nimero de usuarios.do ko dia da amana.

Dias ¢ quarta e quinta, geralmente apresentam maior demanda de refeicdes, e sextas
apresentam menor procura. Assim, foram definidos para os dias da semana valores binarios,

0s quais sdo indicados abaixo naelald. Esses valores servirdo de entrada para olmode

Tabelal. Dias da semana com respectivos valores.

Tabela 17 Dias da semana com respectivos valores.

Dia da emana Valor
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Segundafeira | 1| 0| 0| 0| O
Tercgafeira 0{1/0]0]|O
Quata-feira 0/0|1]0/|0
Quintafeira 0/0|0|1|0
Sextafeira 0/0|0]|0|1

Considerando também, o fato de que existe uma tendéncia de aumento ou diminui¢ao
do numero de usuarios, devido a fatores como feriados, datas especiais, final de periodo, foi
definido como mais 5ntradas para a rede o numero de usuanessg alimentaram durante
0s cinco ultimos dias, antes do dia em que se dessjerpr

Na figura 4 temos o0 mesmo modelo exibido na figura 1, mas com as entradas ja

definidas para obter na saida o numero de refeicdes a serédaserv
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Figura 47 Entradas e saida da rede proposta

4° Dia anterior

5° Dia anterior

Com as entradas definidas para rede, comeca a etapa de treinamento. VAarios
algoritmos de treinamento foram testados, mas o que proporcionou melhor resultado foi o
traincgp (Comnjgate gradient backpropaiipn with PolakRibiere updates). Ressaka que
todo o treinamento foi realizado com o softwaratlib.

Este algoritmo ndo envolve o calculo das derivadas segundas das variaveis e converge

ao minimo da funcdo quadratica em um numero finito daciies.O algoritmo do gradiente
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conjugado, sem ainda assim aplicar ao algoritmo de propagacao backward consiste em:

1. Selecionar a direcéo de p0, a condica&oiah, no sentido negativo do gradiente.

po = _go
9(k) = Ve(X) |

2. Selecionar a taxa de aprendizagdnpara minimizar a fungéo ao longo daegéo.
X1 = X + o Py
3. Selecionar a direcédo seguinte de acordo com a equacao:

P« =—0¢ + :Bk Py

Onde:

Agy 19,
ﬂ — k-1
“ 9:7191«1

4. Se o algoritmo neste ponto ainda ndoveogiu, regressamos a etapa numero 2.

Embora seja complexa esta forma modificada do algoritmo backpropagation converge

em poucas @acoes, e é inclusive um dos algoritmos mais rapidos para redes multicamadas.

3. DESENVOLVIMENTO

Como mencionado anteriornteros modelos foram desenvolvidos para prever 1, 2 e 3
semanas. Os gréaficos sdo sempre analisados em duas etapas. Primeiro a parte do treinamento
da rede e sua comparacdo com 0s valores esperados juntamente com o grafico do erro. Na
segunda etapa ocorrevalidacao da rede desenvolvida onde sédo apresentados os graficos dos
resultados alcancados pela rede e os reais, além do gréafico do erro.

Apés os graficos é exibida uma tabela que mostra a média do erro no treinamento e na
validacdo além do valor totalperado de usuarios e o previsto pela rede.

Todas as redes desenvolvidas apresentam a mesma topologia nas camadas

intermediéarias: 30, 25, 25 com as seguintes func¢des de ativacdo: logsig, tansig, logsig.
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3.1.PARA 1 SEMANA

A figura 5 exibe a previsdo dade (Saida Calculada) e o real (Saida Desejada). E o

figura 6 0 erro que mede a diferenga entre os valores reais e os valores calculados.

Figura 6 7 Erro treinamento

Nos grafice 7 e 8 sdo exibidos a saida da validaga@ogro para 1 seman®bserva
se que coma@ara previsdo € necessario 0s cinco dias anteriores o resultado da prépria

previsao é utilizadoa medida que os dias avancam.
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Figura 717 Validag&o

€00

Diss

Figura 81 Erro da validacéo

Com os resultados da previsao iéaf@a soma do total de refeicbes e comparado o valor
com a soma dos valores reais. A tabela 2 exibe os resultadodaal@édia do erro durante o

treinamento e a validacao.

Tabela 21 Resultados para previsdo de 1 semana.

Iedia do erro (Refeipdes) Total (& diag)

Tremamento

Walidagio

Frewmsto

Esperado

Erro (Fefeigdes)

% erro

-4.3

443

17124

16500

224

1,32

A previsdo para uma semanaigal que 17124 pessoas iriam se alimentar no R.U.,

mas o verdadeiro valor era de 16900 pessoas, representando um erro de 1,32%.

3.2. PARA 2 SEMANAS

A figura 9 e 10 exibem o mesmo propésito das figuras 5 e 6. Analisar o

comportamento do modelo durante@riamento
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Figura 117 Validagéo
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Na tabela 3 sdo exibidos os resultados.

Tabela 3i Resultados parargvisdo de 2 semanas.
Iedia do erro (Befeipdes) Total {10 dias)
Tremnamento Walidagio Pressto Esperado Erro (Befeipdes) % erro
02 107 2 Je534 I54B2 1072 30

A previséo para duas semanas indicou que 36534 pessoas iriam se alimentar no R.U.,

mas o verdadeiro valor era de 36534 pessoas, representando um erro de 3,0%.

3.3. PARA 3 SEMANAS

O modelo mais dificil de ser encontrado foi paravigdo de 3 semanas, o principal
problema é o fato de o modelo utilizar a previsdo de cinco dias anteriores 0 que acarreta
propagacédo de erros, o que muitas vezes dificulta a convergéncia. As figuras 13 e 14 exibem

os resultados do treinamento.

4

Figura 127 Treinamento

4

Figura 137 Erro treinamento
Nos graficos 15 e 16 s@&xibidos a saida da validagd® erro para 3 semanas.
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Figura 157 Validagéo

Figura 167 Erro da validacéo

A tabela 4 exibe os resultados encontrados para previsdo de 3asempesar das
dificuldades os resultados encontrados a andlise do erro magieao valor é préximo ao

encontrado na rede que prevé uma semana.

Tabela 47 Resultados para previsdo de 3 semanas.

A previséo para duas semanas indicou que 51785 pesspasé alimentar no R.U.,
mas o verdadeiro valor era de 52488 pessoas, representando um erro de 1,34%.

Diversas topologias foram testadas variando nimero de neurbnios nas camadas e
funcdes de ativacéo e apesar desta ter alcangado melhor resultado otramsimulagdes

podem ser feitas para aumentar a eficiéncia da previsao.
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